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采用特征优选和优化深层核极限学习机的
短期风电功率预测

商立群,黄辰浩,侯亚东,李洪波,惠泽,张建涛

(西安科技大学电气与控制工程学院,710054,西安)

摘要:针对风电出力非线性、不稳定且用传统方法难以准确预测的问题,提出了一种基于对深层混

合核极限学习机(DHKELM)参数进行优化的短期风电功率预测。利用核主成分分析(KPCA)方

法进行特征优选得到的最优特征集,既能表达风电功率的有效信息,也能避免冗余信息的出现,有

利于DHKELM模型的学习与训练,同时也降低了模型的复杂度。针对DHKELM 超参数难确定

的问题,利用改进的野犬优化算法(IDOA)对DHKELM的8个超参数进行寻优,可以发掘原始序

列特征信息,从而使模型能够充分掌握数值天气预报(NWP)与风电功率之间的非线性关系。以国

外某风电场真实数据为算例,结果表明:提出的预测模型相较于野犬算法、差分进化算法和粒子群

优化算法的平均绝对百分比误差(MAPE)分别降低了0.9793%、2.3421%、3.3832%,有效提高

了风电功率的预测精度。
关键词:短期风电功率预测;深层混合核极限学习机;改进的野犬优化算法;特征优选;核主成分

分析

中图分类号:TM715 文献标志码:A
DOI:10.7652/xjtuxb202301007 文章编号:0253-987X(2023)01-0066-12

Short-Term WindPowerPredictionbyUsingtheDeepKernelExtreme
LearningMachinewithWell-SelectedandOptimizedFeatures
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Abstract:Aimingattheproblemthatwindpoweroutputisnonlinear,unstableanddifficulttobe
accuratelypredictedbytraditionalmethods,thispaperproposesashort-termwindpowerpredic-
tionbasedontheoptimizationofparametersofthedeephybridkernelextremelearningmachine
(DHKELM).Thekernelprincipalcomponentanalysis(KPCA)methodisusedtowellselectthe
featurestoformanoptimalfeatureset,whichcannotonlyexpresstheeffectiveinformationof
windpower,butalsoavoidtheappearanceofredundantinformation,andisthusconducivetofa-
cilitatingthelearningandtrainingoftheDHKELM modelandreducingthecomplexityofthe
model.InviewoftheproblemthatitisdifficulttodeterminethehyperparametersofDHKELM,

theimproveddingooptimizationalgorithm(IDOA)isusedtofindtheeightoptimalhyperparame-
tersofDHKELMandexploretheoriginalsequencefeatureinformation,sothatthemodelcan
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fullygraspthenonlinearrelationshipbetweennumericalweatherprediction(NWP)andwind
power.Takingtherealdataofaforeignwindfarmasanexample,theresultsshowthatthepro-
posedpredictionmodeleffectivelyimprovestheaccuracyofwindpowerprediction,withthemean
absolutepercentageerror(MAPE)0.9793%,2.3321%and3.3832%lowerthanthatofthe
dingooptimizationalgorithm,thedifferentialevolutionoptimizationalgorithmandtheparticle
swarmoptimizationalgorithmrespectively.
Keywords:short-termwindpowerprediction;deephybridkernelextremelearningmachine;im-

proveddingooptimizationalgorithm;featureoptimization;kernelprincipalcompo-
nentanalysis

  风电功率预测在应对全球气候变化问题上和在

电网规划中都有着不可或缺的作用。风能强烈的间

歇性和波动性影响电网的稳定运行[1]、造成电能质

量下降,因此风电功率的精准预测对于电力系统经

济运行至关重要[2]。
早期的风电功率预测方法大多是基于数值天气

预报(numericalweatherprediction,NWP)的物理

预测。数值天气预报数据的准确性和可靠性将直接

决定模型最终的预测精度,其中风速数据作为直接

影响风电功率的关键因素,与风电输出功率有较强

的正相关性。利用聚类分析和主成分分析对数值天

气预报样本进行特征提取,能够准确反映风电场的

物理特征[3-4]。主成分分析虽然能实现数据降维,提
取高维特征,但不适于处理非线性、波动性强的序

列,且不能有效去除原始信号中的噪声,会影响预测

结果的准确性[5-6]。核主成分分析(kernelprincipal
componentanalysis,KPCA)方法能够很好地处理

非线性数据。文献[7]对制约光伏输出功率的5种

气象因素进行特征提取,可有效提高功率预测精度。
物理预测模型建模及求解过程复杂,需要依靠大量

的NWP数据,并要考虑风电场的地理因素,故其在

风电功率中短期预测上表现不佳。
目前,已有诸多学者在风电功率预测中将物理

法与统计法结合使用,以提高风电功率的预测精度。
随着人工智能的广泛应用,统计法已不限于灰色预

测[8]、ARIMA[9]等时间序列法,还包括极限学习

机[10]、支持向量机[11]、深度学习[12]等。由于单一模

型无法在处理大量数据的情况下建立变量之间良好

的非线性关系,预测精度有待提高。文献[13]将详

尽可能性(ELM)模型应用于时序预测,经过算例分

析验证了其有效性,但ELM 初始的输入权重和隐

含层的偏置是随机的,无法充分体现模型性能。在

ELM 的基础上引入核函数可以很好地解决上述问

题,将核极限学习机应用于功率预测[14],有效解决

了随机映射对建模的影响,大大提高了功率预测的

精度。深层混合核极限学习机(deephybridkernel
extremeleaningmachine,DHKELM)是一种新型

智能预测模型,它在极限学习机的基础上拥有更深

层次的结构[15],引入了自动编码器以及混合核函数

思想,能有效改善因初始权值和阈值随机生成而导

致输出稳定性低下的问题,但该模型的超参数颇多,
预测性能受参数选择的影响,利用群智能算法优化

其参数可有效提高模型性能。常见的群智能优化算

法有粒子群优化(PSO)算法[16]、乌燕鸥优化算法

(STOA)[17]、差分进化(DE)算法[18]等。野犬优化

算法(DOA)在考虑个体生存概率的情况下又包含4
种捕食策略,能够有效求解各种未知搜索空间中的

复杂问题[19]。它在全局搜索能力和寻优精度等方

面具有显著优势,但其易陷入局部最优的缺点仍然

存在,利用差分进化算法、无限折叠混沌映射(IC-
MIC)和精英反向学习机制改进野犬算法,本文拟采

用改进的野犬优化算法(IDOA)对深层混合核极限

学习机的参数进行寻优。
基于以上问题,本文提出了基于IDOA 优化

DHKELM的风电功率短期预测方法。风电场高维

NWP数据经过 KPCA降维处理,能有效提取数据

特征。针对DHKELM 超参数难确定的问题利用

IDOA对DHKELM 的8个超参数进行寻优,可以

发掘原始序列特征信息。以国外某风电场真实数据

为算例,算例结果表明 KPCA-IDOA-DHKELM 预

测模型能够映射出NWP与风电功率之间的非线性

关系,有效提高了风电功率的预测精度。

1 深层混合核极限学习机

1.1 混合核极限学习机

传统ELM只需要设置网络中隐含层节点数量

就可以生成局部最优解[20],而不需要调整输入层的

权值和隐含层的偏置,也不需要像传统神经网络那
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样,通过设定大量参数来训练网络,而且ELM 具有

较快的收敛速度,学习效率更高。
对于风电数训练集T0={(xi,yi),i=1,2,…,

N},xi=[xi1,xi2,…,xin]∈Rn 是输入特征向量,

ti=[ti1,ti2,…,tim]∈Rm 是 相 应 的 目 标 向 量,yi=
[yi1,yi2,…,yim]是通过ELM 网络得到的输出向

量。如果输出y与目标t之间的误差可以近似为0,

即满足∑
N

i=1
‖ti-yi‖ =0,ELM模型表示为

yj =∑
l

i=1
βigi(xj)=∑

l

i=1
βig(aixj+ci)=

g(a1x1+c1) … g(alx1+cl)
︙ ︙

g(a1xN +c1) … g(alxN +cl)
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,j=1,…,N (1)

式中:ai 为输入权值向量;βi 为输出权值向量;bi 为

偏置向量;g(·)为隐含层的激活函数;T 为目标输

出矩阵;H 为隐含层的输出矩阵;β为连接输出层和

隐含层的输出权值矩阵。
通过求最小二乘解来表征ELM 的学习过程,

其解如下式

β̂=H+T (2)
式中H+为隐含层输出矩阵 H 的摩尔-彭罗斯广义

逆矩阵。
核方法拥有强大的非线性映射能力,为了使

ELM获得较强的学习能力和泛化能力,将不同类型

的核函数融合。引入核参数HHT,以提高ELM 模

型的泛化能力,KELM的输出函数可以表示为[21]

y(x)=h(x)β=h(x)HT I
C +HHT  -1

T (3)

式中:正值常数C是惩罚参数;I是单位矩阵。

KELM的核函数定义如下

fKELM =HHT;fKELMi,j =h(xi)h(xj)=K(xi,xj)

(4)

  KELM的模型函数可以写为

y(x)=
K(x,x1)
︙

K(x,xN)

􀭠

􀭡

􀪁
􀪁
􀪁􀪁

􀭤

􀭥

􀪁
􀪁
􀪁􀪁

I
C +fKELM  -1

T (5)

  传统的核函数包括全局核函数和局部核函数。
全局核函数强调数据作为一个整体对核函数的影

响,泛化能力较强,但学习能力较弱。局部核函数强

调了关键点附近的数据对核函数的影响,具有较强

的学习能力,泛化能力较弱。
高斯核函数是一个典型的局部核函数,高斯核

函数的学习能力优于多项式核函数,高斯核函数的

表达式如下式

KRBF(xi,xj)=exp -‖xi,xj‖2

2σ2  (6)

式中σ是用于控制径向范围的参数。
多项式核函数作为典型的全局核函数,因其较

强的泛化能力被广泛应用于ELM中[22]。多项式核

函数的表达式如下

Kpoly(xi,xj)= ((xixj)+q)p (7)
式中:q和p 分别为多项式核函数的常数参数和指

数参数。
为了提高KELM的学习能力和泛化能力,提出

了两个核函数的组合作为混合函数。本文采用了线

性权重法,并将新的混合函数的方程表示如下

K(xi,xj)=vKRBF+(1-v)Kpoly, v∈ [0,1]
(8)

式中v是混合函数的权重系数,可以给全局核函数

和局部核函数分配不同的线性权值。此外,所有参

数都会影响HKELM模型的性能。因此,为了实现

HKELM模型良好的学习能力和泛化能力,最优核

参数的确定具有重要意义[23]。

1.2 基于自动编码器的深层混合核极限学习机

基于自动编码器的深层混合核极限学习机能够

捕获数据中的非线性特征。网络由输入层、m 个堆

叠的隐含层、核映射层、全连接层以及输出层构成。
自编码器通过对数据的逐层抽取,能够有效提取数

据特征,有利于区分容易混淆的类型,提高分类精

度。多输入、单输出的广义单隐含层前馈神经网络

的输出函数可以表示为

fl(x)=∑
l

i=1
βihi(x)=H(x)β (9)

  为了提高模型的稳定性,当训练样本数大于隐

含层节点数时,β采用下式计算

β= I
λ +HTH  -1

HTT (10)

  基于自动编码器的 HKELM 模型必须满足目

标输入等于输出这一条件,其主要目的是学习输入

特征中有意义的压缩、稀疏或相等的表示。在DH-
KELM模型中,选择具有正交随机权值和偏差的加

性节点作为隐含节点[24]。

DHKELM模型如图1所示,该模型由编码器
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和解码器组成的。编码器部分通过对隐含层和核映

射层的压缩来初始化隐含层的权值 βi  m
i=1。初始

化过程可总结如下:
(1)随机生成输入层和隐含层的正交参数ai

和bi;
(2)计 算 暂 时 隐 含 层 状 态 矩 阵 Ht,Ht= 

I
λ+HTH  

-1

T,并将σ(x)= 1
1+e-x

作为非线性激

活函数g(x);

(3)第i+1个隐含层的权重βi+1通过下式计算

βi+1 = I
λ +Ht

THt  -1

Ht
THi (11)

图1 DHKELM模型

Fig.1DHKELMmodel

  然后,将这些隐含层堆叠起来。将前一层的输

出Hi 作为当前层的输入Hi+1,形成层次结构

H0 =X
Hi+1 =g(βTi+1Hi),i=0,1,…,m-1 (12)

  完全连接层的输出Y 表达式如下

Y =g(ωinHm +bin) (13)

  通过微调手段,可得到最后一层隐含层 Hm 与

编码器的输出Y 之间的参数。最后,将解码器部分

设置为传统的神经全连接层。可以得到重建数据

Xout=g(ωoutY+bout)=
g(ωoutg(ωinHm +bin)+bout) (14)

  DHKELM-AE的目标函数FL 是最小化重构

数据和输入数据的误差,数学表达式如下

FL = argmin
win,bin,wout,bout

‖Xout-X‖22 (15)

式中win、bin、wout、bout分别为进入全连接层前后的权

值和偏差。

DHKELM中的隐含层权值、隐含层状态矩阵

可通过直接计算得到,模型的网络结构参数在初始

化后就不需要重复训练计算,因此只需要使用反向

传播算法对最后两层之间的权值参数进行训练。与

传统的深度自动编码器相比,DHKELM-AE中需

要进行微调的参数数量大幅下降,进而实现效率的

大幅提升。

2 野犬算法及其改进

2.1 传统野犬优化算法

受澳洲野犬的觅食和狩猎行为的启发,基于群

启发式的野犬算法于2021年被提出。野犬的狩猎

行为是可变的,它的狩猎策略包括群体攻击、迫害攻

击、食腐行为,此外还考虑了野犬的生存概率。这些

搜索策略有利于更好地探索目标空间,并且在求解

优化问题时具有更高的成功率,与其他传统竞争方

法相比,该算法适用性强,能快速地向目标收敛。

野犬种群在搜索边界内随机初始化
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Xi =ui+ri(di-ui) (16)
式中:Xi 为初始个体;ui 和di 分别表示个体的上下

边界;ri 是[0,1]之间的随机数。
策略1 群体攻击。当它们发现猎物时,会以猎物

为中心形成包围圈,然后分工狩猎,该捕猎行为如

下式

Xi(t+1)=βi∑
d

k=1

φk(t)-Xi(t)
d -X*(t)

(17)
式中:t为当前的迭代次数;Xi(t+1)是野犬新位置

(表征野犬的移动);d 是在[2,N/2]的逆序中生成

的随机整数;N 是野犬种群的总规模;φk(t)是野犬

种群的子集(将要发动攻击的野犬),其中φ∈W,W
是随机生成的野犬种群;Xi(t)是当前野犬的位置;

X*(t)是上一次迭代中发现的最佳野犬;β1 是在

[-2,2]内均匀生成的随机数,它是一个用来控制野

犬狩猎轨迹的比例因子。
策略2 迫害攻击。该捕猎行为如下式

Xi(t+1)=X*(t)+β1eβ2(Xr1(t)-Xi(t)),

i≠r1 (18)
式中:β2 是在[-1,1]区间内均匀生成的随机数;r1
是在从1到最大搜索代理(野犬)大小的区间内生成

的随机数;Xr1(t)是随机选择的第r1 个野犬。
策略3 食腐行为。食腐行为即野犬在它们的栖息

地寻找腐肉充饥的行为,该捕猎行为如下式

Xi(t+1)= 12
[eβ2Xr1(t)-(-1)σXi(t)] 

(19)
式中σ由算法随机生成,σ∈ 0,1  。
策略4 野犬的存活率。根据大自然优胜劣汰原

则,考虑野犬存活率。通过设定存活率S 阈值,来
淘汰、更新野犬种群。继而根据野犬的存活率来执

行不同操作,该捕猎行为如下式

S(i)=fmax-f(i)
fmax-fmin

(20)

式中:f(i)是第i个野犬的当前适应度,生存向量包

含[0,1]区间内的归一化适应度。
当存活率小于或等于0.3,即S≤0.3时,用下

式更新野犬位置

Xi(t)=X*(t)+12
[Xr1(t)-(-1)σXr2(t)]

(21)
式中:r2 是在从1到最大搜索代理(野犬)大小的区

间内生成的随机数,r1≠r2;Xr2(t)是随机选择的第

r2 个野犬。
澳洲野犬通过4种觅食策略进行合作,然后找

到猎物。在DOA优化过程中,首先在搜索空间中

随机生成种群。设置参数P=0.5,Q=0.7。随机

数r<P 则执行攻击策略,若r<Q,则执行群体攻

击,否则执行迫害攻击。随机数r≥P 则执行食腐

行为。计算野犬的存活率,将S≤0.3的野犬进行

位置更新,并重新计算适应度,选择适应度最好的野

犬位置作为最优野犬位置,直到迭代结束,返回最优

的野犬位置。

2.2 改进野犬优化算法

传统野犬算法策略多变,在测试函数的测试效

果上远超其他算法,但仍然有提升空间,尤其是局部

探索能力不足。本文将无限折叠混沌映射、精英反

向学习以及差分进化算法融入DOA中,以提高算

法的搜索能力。
针对随机初始化种群分布不均的问题,采用无

限折叠迭代混沌映射和精英反向学习策略对DOA
的种群进行初始化,以提高种群的质量。研究表明,
相较于其他混沌映射,无限折叠混沌映射最为均

匀[25],其表达式如下

xn+1 =sin(cπ/xn) (22)
经过多次试验,控制参数c设置为0.7。

无限折叠混沌映射生成 NP 个d维初始解Xi,j

(i=1,2,…,NP;j=1,2,…,d)后,对初始解进行排

序,根据每个初始解对应的极点生成精英个体,根据

下式生成精英反向解 X̂e
i,j,对越界的位置点设置动

态边界

X̂e
i,j =k(αj+βj)-Xe

i,j (23)

X̂e
i,j =r(αj,βj), ̂Xe

i,j<αj∪X̂e
i,j<βj (24)

式中:k∈(0,1)为精英反向系数;αj=min(Xe
i,j);

βj=max(Xe
i,j)。

最后通过将无限折叠混沌映射生成的初始解与

精英反向解混合排序,初始种群选取为前 NP 个较

优解。
差分进化算法具有不易陷入局部最优的优点,

因此将其用于优化野犬种群中适应度小于平均适应

度的个体,通过变异、交叉和选择操作来重组种群,
保留最优野犬个体,进而得到差分进化后的野犬种

群的最优个体,然后通过原始种群个体和变异个体

的竞争来获取每一代野犬种群中的最优个体,引导

搜索过程向最优解逼近。算法流程如图2所示。
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图2 IDOA流程图

Fig.2FlowchartofIDOA

3 建立IDOA-DHKELM短期风电功

率预测模型

  在DHKELM 模型中,输入层与隐含层之间的

输入权值和偏置正交参数是随机生成的,不同核函

数的核参数以及权值的确定也会影响模型的预测精

度。不可避免的会出现产生的随机值并非最优的情

况,一方面DHKELM 相较于其他ELM 网络需要

更多的隐含层神经元,另一方面使得到的隐含层输

出矩阵出现较大偏差,进而使模型的泛化能力大大

减弱,输出也极不稳定,因此对DHKELM的核函数

权值、核参数、隐含层数、隐含层神经元数正则化系

数、惩罚系数进行优化十分必要。

本文采用IDOA算法对DHKELM参数进行优

化,利用IDOA算法的全局及局部寻优能力,找出

以上8个参数的最优值。将优化后的参数代入到

DHKELM 中对短期风电功率进行预测。IDOA-
DHKELM预测模型建立步骤如下。
步骤1 参数初始化。设置野犬种群数、种群维数、
最大迭代次数,P=0.5,Q=0.7。
步骤2 初始化野犬种群。使用无限折叠混沌映射

和精英反向学习对野犬种群初始化。
步骤3 计算野犬种群平均适应度􀭺f(·)。将所有

权值和偏置的组合作为每个野犬个体的位置,并计

算每一只野犬的适应度。求得平均适应度后,通过

判断个体适应度分别执行不同的策略。适应度差的

个体通过执行变异、交叉操作来更新个体位置。适

应度好的个体执行捕食策略。
步骤4 考虑野犬个体存活率。策略4中存活率阈

值S=0.3,并利用式(21)更新野犬种群个体的位

置为xnew 。
步骤5 通过对比进化策略和捕食策略得出的最佳

适应度xb 来得出最佳个体的位置。
步骤6 计算野犬新位置的适应度,并与上一次迭

代的适应度比较。若适应度优于上一代,则更新,否
则不变。
步骤7 判断是否已达到最大迭代次数tmax。若是则

结束,并输出最优参数的组合,否则跳转至步骤3。
步骤8 利用优化后的DHKELM模型对短期风电

功率进行预测,并对结果进行分析。
基于IDOA-DHKELM的短期风电功率预测流

程如图3所示。

图3 基于IDOA-DHKELM的短期风电功率预测流程图

Fig.3 Flowchartofshort-term windpowerforecasting
basedonIDOA-DHKELM
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4 算例分析

本文采用国外某风电场官网提供的实测数据

集,该风电场数据包括风机10m、50m、90m共3个

高度处的NWP数据和风电场实际发电功率值。分

析了风电场风速、风向正弦值、风向余弦值、温度、空
气密度、压强6个类别的气象因素,分别位于3个高

度位置共18维特征的 NWP数据。设定累计贡献

率阈值为90%,在KPCA预处理后前5个特征值的

累计贡献率η可达90.37%,降为5个主成分,协方

差矩阵特征值及累计贡献率如图4所示。选取

2020年2月1日至2020年3月31日的风电功率数

据,采样周期为15min,数据集共计5760条风电功

率数据,每天共产生96条数据。将由主成分和历史

功率构成的5760条数据划分为训练集和测试集。
将前57天数据用于IDOA-DHKELM模型训练,最
后3天的数据用于测试。对预测值与风电功率真实

值进行对比分析。

图4 协方差矩阵特征值及累计贡献率

Fig.4Eigenvaluesofthecovariancematrixandits
cumulativecontribution

选择常用的风电功率预测评价指标,并将本文

所提的IDOA-DHKELM预测模型所得结果与传统

的ELM、SKELM、HKELM、PSO-DHKELM、DE-
DHKELM以及 DOA-DHKELM 模型得到的预测

结果进行对比分析,验证本文所提方法的有效性和

优越性。

4.1 数据归一化及评价指标

为了避免因不同变量间的数量级产生的误差,
因此对数据进行预处理十分必要。为防止将未来风

电功率数据泄露到训练集中,将划分后的训练集和

测试集分别归一化,且测试集的归一化是建立在训

练集的基础上的,测试集最终采用与训练集相同的

归一化参数。本文利用最大最小归一化,统一将数

据缩小至[0,1]之内,归一化公式如下式

x'= x-xmin

xmax-xmin
(25)

式中:xmin 和xmax 分别为x变量中的最大值和最小

值;x为待归一化的变量;x'为归一化后的变量。
为了能够更好地评估不同风电功率预测模型的

精度,本文将平均绝对误差、均方根误差和平均绝对

误差百分比作为评价指标,表达式如下

eMAE = 1n∑
n

i=1
p̂i-pi (26)

eRMSE = 1
n∑

n

i=1

(̂pi-pi)2 (27)

eMAPE = 1n∑
n

i=1

p̂i-pi

pi
×100% (28)

式中:n为风电功率测试集样本数;pi 为风电功率真

实值;̂pi 为风电功率预测值。eMAE、eRMSE 和eMAPE 越

小,则表示拟合效果越好,即模型的预测精度越高,
预测性能越强。

4.2 IDOA的优化性能测试

为验证上述IDOA算法的性能,选取Schwefel
单峰测试函数f1 和Rastrigin多峰测试函数f2 作

为本文的两个测试函数。

f1 测试函数外部区域分布很多局部最小值,中
心凹进去的位置是整个函数的极小点。函数定义域

为x∈[-100,100],表达式如下

f1(x)=maxi(xi ), 1≤i≤n (29)

  f2 测试函数在定义域内分布大量局部最小值,
对寻找位于(0,0)处的全局最小值增加了难度。函

数定义域为x∈[-5.12,5.12],表达式如下

f2(x)=∑
n

i=1

[x2i -10cos(2πxi)+10] (30)

  不同测试函数的取值范围、最优解等信息如

表1所示,不同算法的参数设置如表2所示。
通过以上两种测试函数检验IDOA的性能,并

与传统PSO、DE及DOA进行比较分析。测试结果

如图5、图6所示。从图5、6可以看出,在f1(x)和

f2(x)测试中,4种算法都随着迭代次数的增加逐

渐收 敛。PSO 的 收 敛 速 度 明 显 慢 于 DOA 和

IDOA,需要的迭代次数更多;IDOA较DOA、DE和

PSO的收敛速度快,迭代次数少,由此可以看出

IDOA算法具有更好的稳定性和寻优能力,能更快

速且准确地得到最优解。
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表1 测试函数

Table1Testfunction

函数 类型 维度 取值范围 最优解

f1 Schwefel 30 [-100,100] 0

f2 Rastrigin 30 [-5,5] 0

表2 不同算法的参数设置

Table2Parametersettingsofdifferentalgorithms

算法 参数

PSO c1=c2=2,ω=0.8

DE F=0.6,CR=0.1

DOA
β1∈[-2,2],β2∈[-1,1],

P=0.5,Q=0.7,S=0.3

IDOA
β1∈[-2,2],β2∈[-1,1],c=0.7,

P=0.5,Q=0.7,S=0.3,F=0.6,CR=0.1

图5 Schwefel函数测试结果

Fig.5TestresultsofgeneralizedSchwefel’sfunction

图6 广义Rastrigin函数测试结果

Fig.6TestresultsofgeneralizedRastrigin’sfunction

4.3 单一预测模型对比实验及分析

为了验证DHKELM 模型的有效性,分别建立

反向学习神经网络、支持向量机、长短时记忆网络、
极限学习机、单核极限学习机5种对比模型,其网络

参数均由交叉验证法所得。表3为不同模型的参数

设置,表4为不同模型的预测误差,图7为不同模型

的预测曲线。

表3 不同模型的参数设置

Table3Parametersettingsofdifferentmodels

模型 参数 数值

BPNN
隐含层数 1

神经元数 100

SVM
惩罚参数 0.5

核参数 0.5

LSTM
学习率 0.005

隐藏单元数 10

ELM
隐含层数 1

神经元数 100

SKELM

核函数 RBF

核参数 100

正则化系数 100

DHKELM

核函数 RBF,Poly
权重 0.5

RBF核参数 100

Poly核参数 100,0.5

隐含层数量 5

神经元个数 50

正则化系数 100

惩罚系数 100

表4 不同模型的预测误差

Table4Predictionerrorsofdifferentmodels

模型 eRMSE/MW eMAE/MW eMAPE/%
BPNN 829.0557 738.0118 19.6051
SVM 781.1658 648.2263 18.5721
LSTM 637.7398 561.5116 14.9059
ELM 607.7936 482.8155 13.6374
SKELM 573.1443 395.7436 10.9378
HKELM 387.6094 339.2632 8.5564
DHKELM 290.7555 241.3236 6.3534

图7 不同模型的预测曲线

Fig.7Predictioncurvesofdifferentbasemodels
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由表4可知,在5种常见的神经网络模型中,

BPNN模型得到的预测结果最差,这是由于其在训

练时已陷入局部最优,导致其预测结果很不稳定,而
且误差较大;SVM 和 LSTM 的预测结果仅优于

BPNN,这是由于其预测性能受关键参数的影响较

为严重,即使利用交叉验证法得到的参数也不是性

能最好的。ELM的预测结果较为稳定,该模型结构

简单,隐藏层仅为单层,只需要人为设定神经元数这

一个参数,在单一模型中,ELM 对风电功率数据的

训练和预测所花费时间较短,且精度较高。模型的

eMAPE在单一模型中最低,综合考虑后选用ELM 模

型。在ELM中引入RBF核函数的SKELM模型的

预测结果更为稳定,模型的eMAPE降为10.9378%,这
是由于将传统ELM随机映射替代成了核映射,进而

将高复杂低维的空间问题转化为高维空间内积运算

问题,使得SKELM模型输出稳定性和泛化能力大

大提高。
在所有模型中,DHKELM的预测精度最高,并

且预测结果很稳定,模型的eMAPE仅为6.3534%,相
比 于 BPNN、SVM、LSTM、ELM、SKELM 和

HKELM 分 别 降 低 了 13.2517%、12.2187%、

8.5525%、7.284%、4.5844%和2.203%。值得注

意的 是,HKELM 与 SKELM 的 模 型 结 构 类 似,

HKELM内含两个核函数,而SKELM 只含有单一

的核函 数,MKELM 的 最 终 预 测 结 果 明 显 好 于

SKELM,这是由于单一的核函数存在学习能力与

泛化能力冲突的问题,多种核函数结合能够弥补单

一核函数的缺陷。综上所述,DHKELM 模型能够

更好地挖掘风电功率内部的规律,具有更强的预测

性能,所得结果更为精准且稳定。

4.4 IDOA优化性能实验及分析

为了验证IDOA-DHKELM模型的有效性和优

越性。对单一的 DHKELM 模型参数进行优化预

测,同时将粒子群优化算法、差分进化算法和未改进

的野犬算法作为对比算法。为实现各优化算法的对

比分析,设置所有算法的种群数为30,最大迭代次

数为100,DHKELM 的8个参数寻优范围分别为

[0,1]、[1,103]、[1,103]、[10-2,10]、[1,10]、
[1,102]、[1,103]和[1,103]。

表5为不同算法优化DHKELM 模型的预测

误差 结 果。由 表5可 知,利 用IDOA 优 化 DH-
KELM 得到的预测误差最小,由此也进一步说明

IDOA能够更有效地提高 DHKELM 的稳定性和

预测性能。

表5 不同算法优化DHKELM的预测误差对比

Table5ComparisonofpredictionerrorsofDHKELMmodel
optimizedbydifferentalgorithms

模型 eRMSE/MW eMAE/MW eMAPE/%

PSO-DHKELM 194.7002 177.4282 4.5572

DE-DHKELM 185.9005 143.3810 3.5161

DOA-DHKELM 102.3045 84.8704 2.1533

IDOA-DHKELM 57.0589 44.6469 1.1740

图8为IDOA-DHKELM 模型得到的预测结

果,其中红线代表真实值,黄线代表预测值。由图8
可知,相比其他模型来说,IDOA-DHKELM 表现出

良好的精度,得到的拟合曲线也十分接近真实曲线,
由此也验证了所提模型的有效性。

图8 不同算法优化DHKELM的预测曲线

Fig.8Differentalgorithmsoptimizetheprediction
curveofDHKELM

4.5 多步预测实验

为了进一步验证所提模型的优越性,在单步预

测的基础上,又进行了多步预测实验。单步预测是指

当前k时刻的数据来预测第k+1时刻的功率,而多

步预测是用当前k时刻的数据来预测第k+2、k+3
等时刻的功率,多步预测比单步预测更能有效地捕

捉风电功率序列未来的动态性能,可以进一步分析

模型的性能。各风电功率预测模型的误差对比如

表6所示,多步预测曲线如图9所示。
随着预测步数增多,所有模型的预测精度均有

所下降,DHKELM 模型在1步、2步以及4步的

eMAE分别为241.3236MW、282.7567MW 以及

337.2083MW。这是由于多步预测的难度高于单

步预测。基于算法优化的模型得到的预测精度要优

于单一的模型。相较于DHKELM模型,在1步、2步

以及4步中IDOA-MKELM得到的eMAPE分别下降了

5.1794%、5.7369%和6.2019%。
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表6 各风电功率预测模型多步误差

Table6 Multi-steperrorofeachwindpowerpredictionmodel

模型 预测步数 eRMSE/MWeMAE/MW eMAPE/%

DHKELM

1步 290.7555241.3236 6.3534

2步 357.1954282.7567 7.8847

4步 425.9621337.2083 9.7208

DOA-
DHKELM

1步 102.3045 84.8704 2.1533

2步 168.4952129.8453 3.2371

4步 198.5991173.8116 4.9109

IDOA-
DHKELM

1步 57.0589 44.6469 1.1740

2步 105.4903 81.7957 2.1478

4步 177.2248136.2170 3.5189

图9 IDOA-DHKELM的多步预测曲线

Fig.9 Multi-steppredictioncurvesofIDOA-DHKELM

以最小化均方误差为目标,利用改进野犬优化

算法优化DHKELM 模型的8个参数,模型的预测

误差进一步下降,且其下降幅度比基本的野犬优化

算法大,从而进一步验证了IDOA算法的优越性。
在1步、2步以及4步中IDOA-DHKELM 的eMAPE
相较于DOA-DHKELM模型分别下降了0.9793%、

1.0893%和1.3931%。

5 结 论

本文提出了一种基于 KPCA特征选择和改进

野犬算法优化深层混合核极限学习机的短期风电功

率预测方法,结合实际算例验证,得出具体结论

如下:
(1)利用KPCA方法对特征进行优选得到的最

优特征集,既能表达风电功率的有效信息,也能避免

冗余信息的出现,有利于DHKELM 模型的学习与

训练,同时也降低了模型的复杂度,提高了风电功率

预测精度。

(2)针对DHKELM 人工调参量大且准确性差

的问题,利用多种策略对DOA进行改进,使算法的

搜索能力增强,能够跳出局部最优值。仿真验证

IDOA能够克服DOA算法易陷入局部最优解的缺

点,较PSO、DE等单一的算法具有更强的稳定性和

寻优能力。利用IDOA算法对DHKELM的8个参

数进行优化,获得参数的全局最优解,充分发挥深层

混合核极限学习机的性能。通过实例分析及对比实

验,KPCA-IDOA-DHKELM 模型获得的4个评价

指标均优于其他模型,具有更好的预测精度和泛化

能力。
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